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Аннотация
Введение. Решение задачи предсказания иммунного ответа организма на чужеродные фрагменты белковых 
последовательностей, обработанные клеткой, является ключевым этапом разработки персонализированных 
вакцин от рака. Отбор пептидов, участвующих в иммунном ответе, представляет собой сложный 
многоступенчатый процесс фильтрации исходных последовательностей для презентации их фрагментов на 
поверхности клетки. Наиболее изученной является задача предсказания одного из этапов такой фильтрации — 
вероятности связывания пептидов с молекулами главного комплекса гистосовместимости. Современные методы 
предсказания данного этапа обычно основаны на алгоритмах, использующих искусственные нейронные сети, 
что не позволяет в должной мере интерпретировать результаты работы моделей. Одним из методов решения 
проблемы является использование интерпретируемых скрытых марковских моделей. В работе выполнен анализ 
задачи предсказания связывающей способности и предложен метод построения интерпретируемых моделей, 
учитывающих ограничения и требования предметной области. Метод. Разработан метод построения, обучения 
и интерпретации скрытых марковских моделей для каждого класса молекул. Построение и обучение моделей 
основано на поддержании архитектуры модели, способной извлекать и визуализировать связываемый участок 
пептида. Интерпретация возможна благодаря анализу графа модели. Основные результаты. Предложенный 
метод протестирован в задаче обучения модели, позволяющей помимо предсказания получать позицию 
связываемого участка пептида и распределение аминокислот в нем. Обучены модели предсказания для двух 
разновидностей молекул с использованием данных связывания. Распределения аминокислот связываемого 
участка совпадают с распределениями состояний модели. Паттерны последовательностей участков, извлеченные 
с помощью обученных моделей для двух наборов пептидных данных, соответствуют паттернам из открытых 
источников, что подтверждает успешную апробацию метода. Обсуждение. Интерпретируемые модели лучше 
описывают предметную область задачи и помогают сделать выводы о характеристиках пептидов, основываясь на 
информации, извлеченной из модели. Эта информация позволит исследователям лучше понять остальные шаги 
процессинга пептидов при иммунном ответе: изучить взаимосвязи между ними и произвести перенос знаний 
из моделей, обученных для одного этапа, на другие. Таким образом, предлагаемый метод построения позволит 
обучать модели в условиях недостатка обучающих данных.
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Abstract
Solving the problem of predicting the immune response against foreign protein sequence fragments processed by cells 
is one of the major milestones on the road to the personalized cancer vaccine development. The selection of peptides 
participating in the immune response is a complex multi-stage process of filtering initial sequences to present their 
fragments on the cell surface. The most studied task regarding this filtering nowadays is the prediction of the binding 
probability of peptides to major histocompatibility complex molecules. Modern methods for predicting this stage are 
usually based on algorithms using artificial neural networks, which make it impossible to interpret the result predictions 
of such models. One of the methods to overcome this limitation is the use of interpretable hidden Markov models. In 
this work, an analysis of the binding prediction task is performed. As a result, a method for constructing interpretable 
models that consider domain-specific constraints and requirements is proposed. A method for the constriction, training 
and interpretation of hidden Markov models was proposed for each class of molecules. The construction and training 
are based on maintaining the model architecture capable of extracting and visualizing the binding core of the peptide. 
Interpretation is possible through the analysis of the model graph. The proposed method is tested in the task of training 
a model that not only enables prediction but also facilitates determining the position of the peptide binding core and the 
distribution of amino acids within the core. Prediction models were trained for two types of molecules using binding 
data. The distributions of amino acids in the binding core match the state distributions of the model. Sequence patterns 
of such regions extracted using the trained models for two sets of peptide data correspond to patterns from public 
databases, confirming the successful validation of the method. Interpretable models provide a better description of the 
problem domain and help to draw a conclusion about peptide characteristics based on information extracted from the 
model. This information will allow researchers to better understand other steps of peptide processing involved in the 
immune response. For example, one can study relationships between these steps or perform a transfer of knowledge 
from models trained for one step to others. Using this knowledge will allow the training of the models under conditions 
of limited training data. 
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Введение

Формирование иммунного ответа к патогенам в 
организме представляет собой сложный процесс, состо-
ящий из множества связанных между собой факторов 
[1]. При этом наиболее значимой является процедура 
процессинга белковых последовательностей (пепти-
дов). Процедура процессинга — основной механизм 
запуска иммунных реакций, содержащий процесс по-
этапного отбора клеткой фрагментов внутренних и 
внешних антигенов для их презентации на поверх-
ности клеточной мембраны посредством связывания 
с молекулами главного комплекса гистосовместимо-
сти (ГКГС). Этот комплекс представляет собой белки, 
оборудованные специальным рецептором для разме-
щения пептидов и располагающиеся на поверхности 
клеток. В последствии связанные фрагменты (эпитопы) 
«инспектируются» иммунными клетками, способны-
ми отличать «свои» последовательности от «чужих». 
Именно результат этого распознавания запускает про-
цесс иммунной реакции, что приводит к формирова-
нию адаптивного иммунного ответа на враждебный 
патоген [2].

Таким образом, генерация иммунного ответа — ре-
зультат многоступенчатого процесса [3], состоящего 
из поглощения антигена клеткой организма, получения 
пептида посредством обработки протеасомой, которая 
разделяет белки на короткие фрагменты, транспорти-
ровки пептида к молекуле ГКГС, связывания пептида 
с молекулой (формирование комплекса), доставки ре-
зультирующего комплекса на поверхность клетки и его 
распознавания Т-клеточным рецептором.

Нахождение белковых последовательностей, уча-
ствующих в описанной генерации иммунного ответа 
(неоэпитопов), является одним из важнейших шагов 
в процессе разработки вакцины от рака [4]. Пептиды, 
имеющие высокий шанс быть презентованными и рас-
познанными иммунными клетками, могут быть исполь-
зованы в качестве компонентов персонализированных 
вакцинаций [5] для стимуляции иммунного ответа даже 
в тех случаях, когда иммунная реакция не запускается 
автоматически [6].

С практической точки зрения отбор пептидов-кан-
дидатов для вакцинации может быть сведен к задаче 
построения предсказательной модели. Такая модель по 
входной белковой последовательности выдает предска-
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зание, представляющее собой численную характери-
стику, отражающую успешность прохождения того или 
иного этапа процессинга данным фрагментом. Белковая 
последовательность является последовательностью 
символов неизвестной длины, где каждый символ соот-
ветствует общепринятому сокращению названия одной 
из 20 аминокислот (ACDEFGHIKLMNPQRSTVWY). 
Например, A — аланин, а Y — тирозин.

Современные методы отбора пептидов [7, 8] основа-
ны на применении нейронных сетей к задаче предсказа-
ния связывающей способности пептида по отношению 
к ГКГС и презентации результирующего комплекса 
на поверхности клетки. Однако эти методы способны 
обрабатывать только пептиды фиксированной длины. 
Решением этой проблемы стало использование рекур-
рентных нейронных сетей [9, 10]. Однако их основным 
недостатком является сложность интерпретации резуль-
татов и переноса знаний на другие модели.

Решением для обработки последовательностей раз-
личных длин также является использование скрытых 
марковских моделей [11, 12]. Эти модели уже показали 
свою эффективность при решении задачи предсказа-
ния связывающей способности [6]. При этом важным 
достоинством таких моделей является возможность 
интерпретации и визуализации их графов [13]. Однако 
в настоящее время отсутствуют методы построения и 
анализа подобных моделей, которые учитывали бы все 
особенности поставленной задачи.

В данной работе предложен метод построения, об-
учения и анализа интерпретируемых марковских мо-
делей для предсказания связывающей способности 
пептидов с учетом особенностей этой задачи. Такие мо-
дели, кроме предсказания факта связывания, способны 
находить связываемый участок внутри анализируемого 
пептида, что помогает добиться интерпретируемости 
модели.

Особенности задачи предсказания и их влияние 
на данные

Благодаря своей биологической природе, рассма-
триваемая задача имеет ряд особенностей, которые 
исследователю необходимо учитывать в процессе по-
строения модели.

Объем доступных данных для разных этапов. 
В зависимости от этапа процессинга объем данных, до-
ступных для обучения модели, отличается. С развитием 
масс-спектрометрии объем доступных данных связы-
вания и презентации существенно увеличился [14, 15]. 
Однако известно лишь несколько сотен пептидов для 
этапов расщепления протеина на фрагменты [16] и 
распознавания Т-клетками, что не позволяет построить 
достаточно адекватную модель для этих этапов, исполь-
зуя только указанные данные [17]. Однако тот факт, 
что в ходе всей процедуры процессинга происходит 
поэтапное отсеивание последовательностей пептидов, 
позволяет предположить, что модель, построенная для 
одного этапа, может быть использована и для лучшего 
понимания других этапов [18]. Переиспользование 
готовых моделей дало бы возможность существенно 
сократить область поиска модели за счет ограничения 

пространства всех пептидов теми из них, что прошли 
первые этапы отбора. Это может позволить построить 
статистически значимую модель.

Структура молекул ГКГС. Другой особенностью 
задачи предсказания являются различия в физической 
структуре связывающих молекул ГКГС. Эти различия, 
в свою очередь, влекут изменения в структуре после-
довательности пептида. Различные позиции внутри 
пептида по-разному влияют на каждый этап процессин-
га [18]. Например, в задаче предсказания связывающей 
способности фрагмент, играющий непосредственную 
роль в связывании, является наиболее важным [19]. Он 
называется связываемым участком.

Молекулы ГКГС делятся на два класса: первый (I) 
и второй (II). 

Связывающий участок молекул класса I состоит из 
двух спиралей, формирующих закрытый связывающий 
«карман» (рис. 1). Это позволяет молекуле связывать 
пептиды небольших длин (обычно от 9 до 12) таким об-
разом, что важными позициями в этом взаимодействии 
являются аминокислоты на концах пептида. Отметим, 
что центральная часть пептида может не участвовать во 
взаимодействии или участвовать частично [20].

Связывающий «карман» для класса II молекул от-
крыт, что позволяет концам пептида «свисать» (рис. 1) 
за его пределы. Молекула в этом случае способна свя-
зывать пептиды более широкого спектра длин, чем 
молекула класса I (обычно от 12 до 25). Важным в этом 
взаимодействии по-прежнему является более короткий 
связываемый участок, располагающийся с некоторым 
сдвигом для каждой последовательности.

При этом внутри связывающего участка также вы-
деляют аминокислоты, непосредственно участвующие 
в связывании, которые называются якорями. 

Таким образом, особенности структур молекул и их 
взаимодействие с пептидами приводит к постановке 
задачи поиска участка пептида, участвующего во вза-
имодействии. В ходе решения этой задачи последова-
тельности различной длины должны быть выравнены 
по отношению друг к другу. Под выравниванием пони-
мается выравнивание последовательностей в биологи-
ческом смысле, где схожие элементы последователь-
ностей совмещаются друг с другом. Результирующий 
паттерн последовательностей, полученный таким об-
разом, используется при дальнейшем анализе. Процесс 
выравнивания состоит в совмещении характерных ами-
нокислот связываемого участка для различных пепти-
дов одной молекулы. При этом пептиды для молекул 
класса I выравниваются совмещением концов последо-
вательностей пептидов и пропуском аминокислот для 
более длинных пептидов в середине. Для молекул клас-
са II совмещение фрагментов связываемых участков 
пептидов происходит с той особенностью, что возмож-
ны различные сдвиги целого участка внутри пептида. 
Без процедуры выравнивания основной мотив (паттерн 
последовательностей) связываемых фрагментов найти 
невозможно. 

Например, на рис. 1 приведены схематичные изо-
бражения молекул и логотипы главных паттернов для 
классов I (рис. 1, a, b) и II (рис. 1, c, d) для длин пепти-
дов 9 и 15 соответственно. Логотип — графическое 



Научно-технический вестник информационных технологий, механики и оптики, 2023, том 23, № 5 
992 Scientific and Technical Journal of Information Technologies, Mechanics and Optics, 2023, vol. 23, no 5

Метод построения интерпретируемых скрытых марковских моделей...

представление паттерна набора последовательностей, 
в котором по оси Х отложены позиции аминокислот 
пептида, а по оси Y — информационное содержа-
ние аминокислот в битах. Размер символов отобра-
жает частотность аминокислоты на данной позиции 
 последовательности. На полученном графике видно, 
что для изначальных последовательностей молекулы 
класса II какой-либо закономерности в данных не на-
блюдается.

Разнообразие аллелей молекул ГКГС. Одним из 
важнейших свойств молекул ГКГС является их раз-
нообразие. Внутри одного организма может быть до 
шести видов (аллелей) молекул каждого класса, однако 
внутри популяции эти молекулы чрезвычайно разноо-
бразны [21]. В настоящее время известно более 20 000 
вариаций молекул класса I и более 8000 вариаций для 
класса II [22].

При этом каждая разновидность (аллель) такой 
молекулы уникальна по своим свойствам и способна 
связываться только с пептидами определенного вида, 
что порождает уникальный мотив связывания для ка-
ждой аллели. На рис. 2 приведены такие мотивы для 
четырех молекул класса I, по которым можно судить о 
различиях предпочитаемых этими молекулами пепти-
дов. Например, молекула HLA-A*03:01 предпочитает 
связывать пептиды с положительно заряженными ами-
нокислотами, такими как аргинин (R) и лизин (K) на 
последней позиции связываемого кармана, а молекула 
HLA-A*01:01 связывается преимущественно с аспара-

гиновой кислотой (D) и глутаминовой кислотой (E) на 
третьей позиции пептида.

Таким образом, данные разделены не только по 
классам молекул, но и по аллелям, при этом объемы 
данных для разных аллелей различны.

Построение интерпретируемой скрытой 
марковской модели с учетом особенностей задачи

Сформулируем требования к результату построе-
ния модели процессинга. Модель должна: учитывать 
различные длины последовательностей; позволять 
успешно находить связываемый участок пептида (вы-
равнивать последовательности между собой); быть 
интерпретируемой.

Благодаря интерпретируемости возможен пере-
нос знаний от модели для одного этапа процессинга 
на другой. Например, знания о том, какие аминокис-
лоты связываемого участка участвуют в связывании 
молекулы, могут позволить исключить их из анализа 
им муногенности пептида, так как связанные амино-
кислоты не вносят вклад в распознавание пептида на-
прямую [18].

Рассматриваемая задача предсказания представ-
ляет собой анализ и выравнивание связанных между 
собой последовательностей пептидов, в ходе которо-
го осуществляется поиск структурных особенностей, 
описывающих рассматриваемый набор таких после-
довательностей. При этом под структурными особен-

Рис. 1. Схемы связывания для молекул классов I (a) и II (c) и соответствующие схемам паттерны последовательностей 
классов I (b) и II (d) 

Fig. 1. Binding schematics for class I (a) and class II (c) molecules, alongside motif patterns for the respective schematics 
for the class I (b) and class II (d)
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ностями понимаются закономерности в расположении 
аминокислот внутри выравниваемого участка. Именно 
эти закономерности и являются информацией, извлека-
емой из интерпретируемой модели.

Естественным способом представления информа-
ции о структурных особенностях последовательно-
стей  символов является граф выравнивания (рис. 3). 
Вершины графа соответствуют значениям амино-
кислот последовательностей, а ребра — возможным 
 комбинациям аминокислот на позициях пептида. 
Кроме этого, структура содержит две дополнитель-
ные  вершины, обозначающие начало и конец после-
довательности. Каждый отдельный путь внутри графа 
соот ветствует одной из последовательностей набора 
пептидов, а структура в целом получается объеди-
нением рассматриваемых выравненных последова-
тельностей. В ходе объединения совпадающие ами-
нокислоты  разных пептидов, располагающиеся на той 
же позиции выравниваемого фрагмента, объединяются 
в  общую вершину, «сшивая» между собой пути пеп-
тидов.

Любая модель, используемая для анализа набора по-
следовательностей, соответствует графу выравнивания, 
восстановленному с определенной степенью точности. 
При этом чем точнее граф, тем лучше модель описывает 
обучающую выборку. Под интерпретируемостью моде-
ли понимается возможность анализировать полученный 
граф модели, извлекая данные о его ребрах, вершинах 
и фрагментах последовательностей анализируемых 
пептидов, соответствующих им. Предполагается, что 
каждая входная последовательность пептида будет вы-
равнена вдоль одного из путей внутри результирующей 
модели. Каждый такой путь характеризует некоторые 
структурные особенности связываемого участка части 
пептидов обучающей выборки (свойственных данной 
молекуле ГКГС). Именно анализ таких путей позволит 
описать эти структурные особенности. Суть анализа в 

предложенном методе состоит в изучении характери-
стик узлов, входящих в рассматриваемый путь, а также 
набора пептидов, соответствующих ему.

Например, по рис. 3 можно сделать вывод, что в 
обучающей выборке (наборе пептидов, использованном 
для обучения модели) присутствуют пептиды двух ти-
пов (выделены цветом). Первый тип содержит в своем 
связывающем кармане (область между состояниями 
S5 и S11) соединение аминокислот S–S и встречается в 
длинных пептидах, второй тип участка (A–L) характе-
рен для коротких пептидов.

Таким образом, задача построения модели заключа-
ется в построении графа выравнивания.

Скрытые марковские модели являются примером 
моделей, в которых граф, схожий с графом выравни-
вания, оптимизируется в явном виде [11]. В таких мо-
делях задача анализа последовательностей пептидов 
может быть рассмотрена как задача анализа после-
довательностей наблюдений. Таким образом, каждая 
последовательность создана некоторым набором рас-
пределений (состояний) возможных исходов (например, 
символов). При этом наблюдение двух последователь-
ных символов из различных распределений свидетель-
ствует о связи между этими распределениями — су-
ществует вероятность перейти из одного состояния в 
другое при переходе к следующему символу. 

Отличительная особенность полученных моде-
лей — возможность учета различных длин входных по-
следовательностей. Кроме того, результирующий граф 
состояний представляет собой выравнивание исходных 
последовательностей [13] и доступен для анализа в 
любой момент времени, что делает модель интерпре-
тируемой. Комбинация этих качеств результирующей 
модели соответствует заявленным требованиям к ме-
тоду построения и делает скрытые марковские модели 
основным кандидатом для анализа различных этапов 
процессинга пептидов.

Рис. 2. Примеры мотивов связывания для нескольких аллелей
Fig. 2. Examples of Binding Motifs for various Alleles
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Для обучения целевой модели связывающей способ-
ности выберем алгоритм тренировки, ее параметры и 
архитектуру.

Алгоритм тренировки моделей. Процесс трени-
ровки скрытых марковских моделей представляет со-
бой итеративную процедуру обновления трех структур: 
матрицы переходов между состояниями, матрицы пара-
метров распределений внутри состояний и вектора на-
чальных вероятностей для состояний. Классическими 
и наиболее используемыми в настоящее время алго-
ритмами нахождения новых параметров являются ал-
горитмы Баума–Велша и Витерби [11, 23], которые 
являются частным случаем Expectation-Maximization 
(EM)-алгоритма [24]. В данных алгоритмах параметры 
распределений состояний модели обновляются ите-
ративно в соответствии с символами (наблюдениями) 
последовательности из обучающей выборки. При этом 
конкретные распределения для обновления выбираются 
вдоль путей внутри графа модели, что является ключе-
вым различием алгоритмов.

Алгоритм Баума–Велша использует процедуру пря-
мого-обратного хода для поиска всех возможных путей 
выравнивания для текущей последовательности (с уче-
том текущих параметров распределений) и обновляет 
параметры модели вдоль найденных путей. Задача ал-
горитма Витерби [25] — поиск внутри модели самого 
вероятного пути для последовательности и обновление 
параметров только вдоль этого пути.

Именно различие в числе обновляемых путей помо-
гает выбрать необходимый алгоритм, используемый в 
методе построения интерпретируемой модели. На рис. 4 
изображен результат тренировки моделей для одного и 
того же набора пептидов указанными выше алгоритма-
ми. Каждая модель изображена в виде графа состояний, 

в узлах которого дискретные распределения аминокис-
лот визуализированы с помощью библиотеки анализа 
мотивов последовательности [26]. На рис. 4 буква со-
ответствует аминокислоте, а ее размер — вероятно-
сти наблюдения аминокислоты в текущем состоянии.

В процессе тренировки модели алгоритмом Баума–
Велша (рис. 4, a) происходит обновление сразу по всем 
возможным путям, поэтому разница между результи-
рующими путями в модели уменьшается. Каждое от-
дельное состояние перестает быть уникальным и может 
повторяться. Эта схожесть между путями и состояния-
ми мешает выполнить анализ путей и сделать вывод о 
различиях подгрупп пептидов внутри рассматриваемой 
аллели ГКГС.

Тренировка с помощью алгоритма Витерби 
(рис. 4, b), благодаря обновлению единственного пути, 
делает каждое состояние более значимым и уникаль-
ным. Пути внутри модели сильно отличаются, что при-
водит к целесообразности их анализа.

Таким образом, в качестве алгоритма тренировки 
модели поиска и анализа связываемого участка целе-
сообразно использовать алгоритм Витерби.

Гиперпараметры тренировки. Известна проблема 
использования алгоритма Витерби — склонность алго-
ритма сходиться к локальному минимуму [11]. Это де-
лает состояния переобученными, и поэтому отдельные 
пути внутри модели являются неинформативными, так 
как им соответствует лишь небольшое число пептидов. 
Данная проблема может быть решена тренировкой 
ансамбля моделей и добавлением регуляризующих 
параметров, таких как:
— псевдонаблюдения — в процессе обновления рас-

пределения к каждому возможному наблюдению 
аминокислоты добавляется небольшое число на-

Рис. 3. Визуализация модели в виде графа выравнивания
Fig. 3. Visualizing models via alignment graphs
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блюдений, что позволяет модели сохранить возмож-
ность перехода в текущее состояние и избежать его 
переобучения;

— инерция — коэффициент, с которым вероятности 
распределения на прошлой итерации алгоритма 
учитываются в процессе обновления распределения 
для текущей итерации. Он позволяет контролиро-
вать шаг обновления состояния.
Архитектура модели. Поиск и анализ связываемо-

го участка в упрощенной форме представляют собой 
процедуру исследования марковского процесса [13], в 
котором последовательности наблюдений не содержат 
циклов. Каждый следующий символ соответствует 
новой аминокислоте в последовательности. При этом 
возможность возврата к предыдущим символам отсут-
ствует. Данная особенность обусловлена линейностью 
последовательностей пептидов. Архитектура модели, 
поддерживающая такую структуру данных, должна 
представлять собой набор последовательно соединен-
ных состояний или групп состояний. Именно такая ар-
хитектура выбрана и реализована в настоящей работе.

При этом можно выделить различные типы состоя-
ний внутри модели:
— состояния-якоря, которые представляют интерес в 

первую очередь, и предназначены для выравнива-
ния якорей связываемого участка и соответствуют 
его началу. В таких состояниях будут искусственно 

поддерживаться большие значения вероятностей 
лишь для небольшого числа аминокислот, чтобы 
сделать состояния-якоря наиболее важными для 
всей модели;

— состояния-циклы обозначают неинформативную 
часть пептида и содержат распределения аминокис-
лот, не относящихся к связываемому «карману»;

— обычные состояния, которые предназначены для вы-
равнивания аминокислот на позициях, относящихся 
к связываемому участку пептида. Такие состояния 
объединены в последовательно соединенные груп-
пы и расположены между якорями.
Для того чтобы учесть структурные особенности 

классов молекул ГКГС, были предложены разные ар-
хитектуры для каждого из класса молекул (рис. 5). Для 
класса I использовано единственное состояние-цикл, 
переход к которому возможен только внутри выравни-
ваемого фрагмента. Это обусловлено тем, что якоря для 
класса I располагаются сразу после начала пептида. Для 
класса II состояния-циклы размещены на краях модели, 
так как необходимо учитывать сдвиги связываемого 
фрагмента при выравнивании пептидов.

Обучение и извлечение информации из моделей

Для обучения модели из базы данных связываемых 
пептидов [27] были выбраны последовательности од-

Рис. 4. Граф модели в результате обучения алгоритмами Баума–Велша (а) и Витерби (b)
Fig. 4. A model graph achieved through the Baum-Welch training algorithm (a) and the Viterbi training algorithm (b)
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ной аллели для каждого класса молекул ГКГС (аллель 
HLA-A*03-01 для класса I, аллель HLA-DRB1*01-01 
для класса II). Фильтрация и объединение данных раз-
ных источников выполнены в соответствии с исполь-
зуемыми подходами [6, 15] с применением линейных 
пептидов и стандартных аминокислот.

В качестве экспериментальной архитектуры в насто-
ящей работе для двух классов аллелей выбрана самая 
простая, где в каждой группе содержится единственное 
состояние. Таким образом, результирующая модель 
для класса II содержит два цикла, два якоря и семь 
последовательно соединенных состояний, а модель для 
класса I – один цикл, два якоря и семь последователь-
но соединенных состояний. Описанные архитектуры 
являются достаточно грубыми приближениями графа 
выравнивания, так как все пути внутри модели пере-
секаются в подмножестве вершин, соответствующих 
связываемому фрагменту пептида. Однако использо-
вание циклов в архитектуре модели помогает строить 
пути произвольной длины, в которых позиция этого 
фрагмента отличается. Анализ таких путей позволит 
найти позицию связывающего фрагмента.

Обучен ансамбль моделей. Так как моделям свой-
ственно сходиться к локальному минимуму, то из 100 
запусков обучения в ансамбль отобраны 25 моделей, 
показавших наиболее высокие значения суммарной 
вероятности для набора данных.

Процедура обнаружения связываемого участ-
ка использовала алгоритм Витерби [25] для поиска 
наилучшего пути внутри модели. При этом маркером 
связывающего участка обозначались аминокислоты, со-

ответствующие всем состояниям, кроме состояний-ци-
клов. 

На рис. 6 изображен результат обучения двух моде-
лей, а также примеры разметки связываемых участков 
пептидов для каждого пептида.

Интерпретация результатов обучения

Обученные модели имеют единственно возможный 
фрагмент путей, соответствующий связываемому фраг-
менту. Поэтому граф моделей описывает только общий 
вид такого фрагмента пептидов без возможности анали-
за его вариаций. Проверка корректности графа прове-
дена визуальным сравнением распределений состояний 
модели с известным мотивом из открытой базы данных 
Major Histocompatibility Complex (MHC) Motif Viewer 
[28]. Заметим, что распределения в состояниях моделей 
визуально соответствуют распределениям аминокислот 
для соответствующих позиций связываемого кармана, 
что позволяет сделать вывод об успешном обучении.

Дополнительная валидация моделей осуществлена 
в ходе двух экспериментов по анализу пептидов связы-
вания для молекул класса II. Так как для пептидов клас-
са II возможны различные сдвиги связываемого участ-
ка внутри пептида, выполнена проверка способности 
модели определения сдвигов. Успешным результатом 
валидации стало извлечение корректных последова-
тельностей связываемого участка для рассматриваемого 
набора пептидов. Полученная валидация является еще 
одним шагом интерпретации результатов обучения.

В первом эксперименте использованы последо-
вательности пептидов базы данных Immune Epitope 

Рис. 5. Архитектура моделей
Fig. 5. Models architecture
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Database [27]. Связывающие фрагменты последователь-
ностей извлечены с применением обученных моделей. 
В результате визуальной валидации логотипов (рис. 7), 
подтверждено совпадение паттерна последовательно-
стей исследованных фрагментов с искомым мотивом.

В ходе дополнительного эксперимента проверены 
связываемые фрагменты для последовательностей еще 
одного набора пептидов. Этот набор получен с помо-
щью базы данных Protein Data Bank [29] и состоит из 
14 кристаллографических белковых структур, для кото-
рых заранее известна связываемая последовательность. 
В результате эксперимента корректная последователь-
ность связываемого фрагмента подтверждена для 13 из 
14 рассмотренных структур.

Выводы и обсуждение

Построенные модели (рис. 6) соответствуют заяв-
ленным требованиям к результату метода, включающим 
ограничения предметной области.

При этом открытым остается вопрос о возможности 
применения предложенного метода для построения мо-

делей, которые можно было бы использовать для опи-
сания различных групп связываемых участков внутри 
последовательностей. Для этого необходимо натрени-
ровать модель на наборе пептидов, содержащем связы-
вающие участки различных типов [30–32], и расширить 
этап анализа и интерпретации модели. Для тренировки 
предложено направление анализа путей внутри графа 
модели. При этом необходимо в дальнейшем увеличить 
число состояний внутри каждой группы модели.

Не менее важный вопрос следующих исследований: 
справится ли построенная модель с обнаружением по-
зиции таких связываемых участков, которые повлекут 
неоднородность в данных.

Другим аспектом, достойным изучения, является 
применение иных видов распределений наблюдений 
внутри состояний графа модели. В работе использовано 
дискретное распределение аминокислот, где каждой 
соответствовала вероятность для наблюдения. Также 
интересным является вопрос о возможности исполь-
зования для построения подобных моделей других ха-
рактеристик пептидов, например, физико-химических 
свойств аминокислот [33].

Рис. 6. Результат обучения и стратегия разметки связываемых участков для моделей I и II классов молекул
Fig. 6. Resultant models and a strategy for the identification of binding cores for the class I and class II models

Рис. 7. Мотив связываемого участка из открытой базы данных Major Histocompatibility Complex Motif Viewer (a) 
и обнаруженный скрытой марковской моделью (b)

Fig. 7. Binding motif extracted from public database (a) and identified by the model (b)
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Метод построения интерпретируемых скрытых марковских моделей...

Заключение

В работе предложен метод построения, обучения и 
анализа интерпретируемых скрытых марковских мо-
делей для задачи предсказания связывающей способ-
ности, а также произведено их обучение. Выбранные 

архитектуры и алгоритм обучения моделей позволили 
решить задачу обнаружения и визуализации главного 
паттерна связываемого участка, что показано в ходе 
двух экспериментов по анализу последовательностей 
пептидов.
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