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Аннотация. Проведен анализ показаний датчиков производственного оборудования и представлена ме-
тодика агрегации данных для оценки вероятности выхода оборудования из строя. Актуальность исследования 
обусловлена недостаточным развитием научно-методического аппарата оценивания состояния оборудования на 
основе больших данных. С целью формирования набора данных, предназначенного для разработки прогности-
ческой модели состояния оборудования, сконструирован ряд признаков, характеризующих состояние станка с 
числовым программным управлением. Практическая значимость исследования обусловлена возможностью 
включения сформированного набора данных в производственный процесс и использования его для сохранения 
во времени и в установленных пределах значений параметров оборудования, которые характеризуют его спо-
собность выполнять требуемые функции в заданных режимах и при необходимых условиях применения.  
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Abstract. Analysis of production equipment sensors readings is carried out and a data aggregation technique is 
presented to assess the probability of equipment failure. The study relevance is due to the insufficient development of 
the scientific and methodological apparatus for assessing equipment condition based on big data. In order to form a data 
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of machine with numerical program control are constructed. Practical significance of the study is related with the possibil-
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Введение. В период эксплуатации производственного оборудования на его состояние 

влияет ряд случайных факторов. Наибольшее влияние на темпы ухудшения состояния обору-
дования оказывают такие факторы, как качество обслуживания и ремонта, температура окру-
жающей среды, условия процесса, вибрация. Случайная природа этих факторов приводит к 
возникновению непредсказуемых изменений технического состояния промышленного обору-
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дования, элементов его систем, механизмов и в результате к возможному выходу оборудова-
ния из строя. 

При внедрении на предприятии „умного“ производства требования к надежности обо-
рудования и управлению его обслуживанием постепенно возрастают. Часто возникает необ-
ходимость замены компонентов оборудования вследствие истечения срока их эксплуатации, 
однако на практике не всегда возможно вовремя заменить определенную деталь. Оборудова-
ние может быть отремонтировано, если перестающие работать компоненты не обеспечивают 
необходимые параметры в заданных пределах (технологическая и геометрическая точность, 
прецессия и т.д.). В этом отношении отказы элементов и параметрические отказы различны. 
Для повышения рентабельности производства рекомендуется проводить ремонт не при появле-
нии фиксированной неисправности, а заранее, чтобы сократить время простоя оборудования. 

Для прогнозирования неисправности промышленного оборудования на основе машин-
ного обучения значительную часть работы занимает подготовка данных. В настоящей статье 
рассматривается возможность прогнозирования неисправностей оборудования на основе ана-
лиза показаний различных датчиков; представлены анализ данных и методика их „очистки“ 
от „дублирующих“ переменных, определен тип целевой переменной, осуществлен выбор 
метрики для упрощения последующих вычислений. Полученные результаты могут быть ис-
пользованы для прогнозирования времени выхода оборудования из строя на основе машин-
ного обучения. 

Обзор предметной области. Для решения задачи прогнозирования отказов производст-
венного оборудования было предложено множество методов и моделей. Отличительной ха-
рактеристикой этих решений является набор входных и выходных данных и форма представ-
ления результатов. 

Так, в работах [1—6] исследована группа методов, основанных на таких классических 
методах, как вероятностные методы и методы, базирующиеся на статистическом анализе 
данных. Перечисленные методы обеспечивают надежное прогнозирование отказов оборудо-
вания при различных условиях эксплуатации только при наличии модели генерации отказов, 
описывающей неисправности или отклонения от нормальной работы на основе данных, отно-
сящихся к предыдущим периодам эксплуатации оборудования. 

Следующая группа применяемых методов базируется на интеллектуальном исследова-
нии и анализе относительно больших массивов данных [7—11]. Результатом использования 
таких методов является выявление статистических закономерностей и связей на основе пре-
доставленных массивов данных, что позволяет создавать модели для прогнозирования. Дан-
ные методы обеспечивают хорошие результаты для детектирования сбоев и выявления их ло-
кальных последствий. Однако в случае когда сбой имеет множественный характер, эти мето-
ды не дают приемлемых результатов, что ограничивает их использование в режиме реального 
времени. 

Методология RCM (Reliability-Centered Maintenance) [12] основывается на идее обеспе-
чения надежности критически важных производственных и технических бизнес-процессов. 
Иными словами, предполагается ранжирование агрегатов оборудования, остановка которых 
не позволит произвести продукцию либо нарушит ритмичность работы агрегатов и узлов, что 
не приведет к негативным последствиям. Основной проблемой являются операции с боль-
шими объемами данных, что в итоге невозможно без создания автоматизированной системы, 
содержащей характеристики и историю ремонтов оборудования.  

Перспективными в области прогнозирования отказов представляются методы, бази-
рующиеся на машинном обучении [13—18]. Данные методы применяются для создания мо-
делей прогнозирования, построение которых основывается на ретроспективных и фактиче-
ских данных, полученных в режиме реального времени от измерительных устройств. Благо-
даря обучению адаптация параметров модели прогнозирования происходит быстро, что  
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позволяет устанавливать новые сроки проведения плановых работ по ремонту оборудования. 
Таким образом, минимизируется, в значительной степени, время простоя оборудования. Си-
туации, в которых отмечается ограниченное количество данных об отказах, являются сущест-
венным недостатком данных методов. 

Анализ методов и программных средств прогнозирования отказов оборудования пока-
зывает, что имеющиеся методы и программное обеспечение не позволяют в полной мере ре-
шить задачу прогнозирования отказов в условиях малого количества неисправностей, боль-
ших объемов данных, изменяющихся режимов работы оборудования и в случае множествен-
ных отказов.  

Реализация алгоритма прогнозирования. С целью формирования набора данных, 
предназначенного для разработки прогностической модели состояния оборудования (станка), 
было осуществлено конструирование признаков, характеризующих его состояние. Была про-
ведена серия экспериментов по механической обработке деталей — восковых блоков разме-
ром 505045 мм — на фрезерном станке с ЧПУ на испытательном стенде. В каждом экспе-
рименте получалась готовая восковая деталь с буквой „S“, вырезанной на верхней грани.  

Подготовка данных. Общие данные (табл. 1) по каждому из 18 экспериментов приведе-
ны в тестовом наборе данных и содержат, в том числе, скорость подачи детали (V) и давление 
зажима (Р), по результатам обработки деталей определялось изменение состояния инстру-
ментов, также отраженное в таблице (новые и изношенные). 

      Таблица 1 
Номер 

эксперимента 
V, мм/с Р, Па 

Состояние 
инструмента 

1 6 4,0 Изношенный 
2 20 4,0 Изношенный 
3 6 3,0 Изношенный 
4 6 2,5 Изношенный 
5 20 3,0 Изношенный 

По результатам экспериментов были собраны данные временных рядов с частотой дис-
кретизации 100 мс, отдельно представленные в файлах. Каждый файл содержит данные изме-
рений, произведенных четырьмя двигателями на станке с ЧПУ (оси X, Y, Z и шпиндель S). 

Признаки, характеризующие состояние станка, представлены в табл. 2.  
  Таблица 2 

Наименование признака Обозначение признака Описание признака 
Actual Position 

д д д д, , ,X Y Z S  Фактическое положение детали, мм 

Actual Velocity , , ,x y z sV V V V  Фактическая скорость детали, мм/c 

Actual Acceleration , , ,x y z sa a a a  Фактическое ускорение детали, м/с2 

Command Position 
д0 д0 д0 д0, , ,X Y Z S  Исходное положение детали, мм 

Command Velocity 
0 0 0  0, , ,x y z sV V V V  Исходная скорость детали, мм/c 

Command Acceleration 
0 0 0 0, , ,x y z sa a a a  Исходное ускорение детали, м/с2  

Current Feedback 
обр обр обр обр , , ,x y z sI I I I  Обратная связь по току, A 

DC Bus Voltage 
ш ш ш ш , , ,x y z sU U U U  Напряжение шины постоянного тока, В 

Output Current 
в в в в , , ,x y z sI I I I  Выходной ток, А 

Output Voltage 
в в в  в , , ,x y z sU U U U  Выходное напряжение, В 

Output Power 
в в  в  в , , ,x y z sP P P P  Мощность на выходе, кВт 

При обработке результатов был произведен поиск нетипичных данных (выбросов). Для 
примера был взят признак Actual Velocity по оси X (см. табл. 2) — Vx (рис. 1, а, б). На графи-
ках продемонстрированы значения без удаления выбросов. 
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Рис. 1 

Далее была проведена „очистка“ данных (data cleaning) от выбросов (рис. 2, а, б). Как 
можно понять из графиков, при удалении выбросов ничего конструктивного не происходит, 
выбросы служат некоторым показателем нестандартной работы оборудования. 
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Рис. 2 
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Если признак характеризуется множеством показателей с одинаковыми значениями 
(неинформативный признак), он не несет полезной информации и исключается из набора 
данных. Такой вариант продемонстрирован фрагментом программы. 

 
Матрица корреляций. Для выявления коррелирующих признаков была построена мат-

рица корреляций (рис. 3, а, обозначения — согласно принятым в табл. 2). Анализ данной 
матрицы показывает, что некоторые признаки не несут никакой конструктивной информации 
и могут быть удалены (рис. 3, б).  
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Рис. 3 
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Удаление коррелирующих признаков. Для оценки силы корреляционной связи, как пра-
вило, используются общепринятые критерии, согласно которым абсолютные значения коэф-
фициента корреляции rxy<0,4 свидетельствуют о слабой связи, значения rxy от 0,4 до 0,8 —  
о связи средней силы, значения rxy > 0,8 — о сильной связи. Для удаления коррелирующих 
признаков был проведен отбор признаков, коэффициент корреляции которых больше 0,8 
(рис. 3, в). Коррелирующими оказались такие признаки, как ускорение, напряжение, сила то-
ка, скорость. При изменении одного признака следует изменение другого. Например, с увели-
чением силы тока, увеличивается и напряжение. 

Значимость признаков. После произведенной „очистки“ данных были проведены экс-
перименты по расчету значимости признака, т.е. признака, оказывающего наибольшее влия-
ние на отказ оборудования.  

Для проведения эксперимента, исходя из целей задачи, были выбраны следующие алго-
ритмы машинного обучения:  

— Random Forest Regressor (RFR); 
— Gradient Busting Classifier (GBC); 
— Gradient Busting Regressor (GBR). 
На рис. 4, а—в представлены диаграммы, отражающие значимость признаков согласно 

указанным алгоритмам. Расчет значимости признаков был проведен без применения быстро-
го преобразования Фурье (БПФ).  

Результаты расчета значимости признаков после применения БПФ представлены на  
рис. 5, а—в. 
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На основе данных расчета значимости признаков, влияющих на износ режущего инст-
румента, получено, что такие показатели, как сила тока и напряжение, оказывают наиболее 
значимое влияние на износ инструмента. 

Алгоритм LSTM. Для реализации алгоритма LSTM (Long Short-Term Memory) в качестве 
входной информации использовался набор данных, содержащий ряд показаний одного из 
значащих признаков. После этого была проведена настройка модели, а именно выбор опти-
мизатора модели и метода оценивания ошибки.  

Результат работы алгоритма — набор данных, содержащий спрогнозированные значе-
ния признака.  

Заключение. Основополагающий принцип прогнозирования состояния станка с ЧПУ — 
использование предыдущих статистических данных. Информация о поведении станка в про-
шлом является базой для прогнозирования изменения его состояния в будущем. В рамках ис-
следования проанализированы параметры, влияющие на прогнозирование состояния станка в 
следующий момент времени. По результатам прогнозирования можно количественно опреде-
лить вероятность выхода оборудования из строя. Предложенный подход связан с исследова-
нием рядов значений параметров оборудования и выявлением временных зависимостей пока-
зателей. 

Для решения этой задачи могут быть использованы детерминированные и вероятност-
ные модели, аппарат математического программирования, теория информации, теория стати-
стических решений. Перспективным направлением исследований представляется проверка 
гипотезы о возможности прогнозирования отказов оборудования методами рекуррентных 
нейронных сетей. 
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